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Abstract  

The object observed in the Pap Smear image is Cervical Cancer which forms overlapping cells. This cancer must be observed 

early because it is a disease that causes the death of thousands of women worldwide every year. The death rate from this disease 

is the fourth highest among women. One way to be aware of this disease is to do an early check on the Pap Smear test image. 

This cell separation process uses the image segmentation method. This method is one of the important steps to be able to 

identify existing cell objects. This study proposes a segmentation method to separate 2 overlapping cells in the RepomedUNM 

dataset. The dataset is engineered in the manufacture of synthetic Pap Smear images. The segmentation method proposed is a 

Deep Learning-based method so that it can identify 2 overlapping cells in one area. The level of accuracy of the test with an 

average score of Intersection over Union (IoU) is 0.9003. And the results of segmentation with Deep Learning can be divided 

into all areas using the Watershed segmentation method. So that this research becomes a reference in the early identification of 

Cervical Cancer. 

Keywords:  Object Separation, Cervical Cancer, Pap Smear Image, Overlapping Cells, Segmentation. 

Abstrak 

Objek yang diamati pada citra Pap Smear adalah Kanker Serviks yang membentuk sel tumpang tindih (overlap). Kanker ini 

harus diamati secara dini karena merupakan penyakit yang menjadi penyebab kematian ribuan wanita di seluruh dunia pada 

setiap tahunnya. Tingkat kematian oleh penyakit ini merupakan tertinggi ke empat yang diderita oleh wanita. Salah satu cara 

untuk mewaspadai penyakit ini adalah dengan melakukan pemeriksaan dini pada citra Pap Smear tes. Proses pemisahaan sel 

ini menggunakan metode segmentasi citra. Metode ini merupakan salah satu langkah penting untuk dapat mengidentifikasi 

objek sel yang ada. Penelitian ini mengusulkan sebuah metode segmentasi untuk dapat memisahkan 2 sel overlap pada dataset 

RepomedUNM. Dataset tersebut direkayasa dalam pembuatan citra Pap Smear sintetis. Metode segmentasi yang diusulkan 

adalah metode berbasis Deep Learning sehingga dapat mengenali 2 sel yang tumpang tindih pada satu area. Tingkat akurasi 

pengujian dengan skor rata-rata Intersection over Union (IoU) sebesar 0,9003. Dan hasil segmentasi dengan Deep Learning 

dapat dibagi terhadap seluruh area dengan menggunakan metode segmentasi Watershed. Sehingga penelitian ini menjadi 

rujukan dalam identifikasi awal penyakit Kanker Servik.  

Kata kunci:  Pemisahan Objek, Kanker Servik, Citra Pap Smear, Sel Tumpang Tindih, Segmentasi.  

JIdT is licensed under a Creative Commons 4.0 International License. 

 

1. Pendahuluan  

Tahun 2013 telah tercatat sebanyak 98.692 kasus kanker 

serviks di indonesia [1], dan 570.000 kasus pada tahun 

2018 di seluruh dunia, sehingga menjadikan penyakit 

ini sebagai kanker tertinggi ke empat yang diderita oleh 

wanita [2]. Dr. Georges Papanicolou pada tahun 1940 

telah memperkenalkan metode Pap Smear tes untuk 

melakukan pemeriksaan dini guna untuk mewaspadai 

penyakit kanker serviks [3], [4]. Pemeriksaan ini 

dilakukan dengan mengumpulkan sampel sel dari 

daerah tertentu pada tubuh pasien, namun umumnya 

adalah di area rahim pasien [5]. Pemeriksaan tersebut 

menunjukkan sel serviks yang masih normal atau sudah 

menunjukkan gejala dini dari kanker serviks. 

Segmentasi pada citra Pap Smear merupakan salah satu 

langkah yang paling penting untuk dapat 

mengidentifikasi objek sel pada citra Pap Smear [6]. 

Segmentasi pada citra Pap Smear memiliki tantangan 

yang besar karena tidak jarang citra tersebut memiliki 

kualitas yang kurang baik dan bentuk sel yang saling 

tumpang tindih [7]. Banyak peneliti yang 

memperkenalkan metode untuk dapat melakukan proses 

segmentasi pada citra Pap Smear salah satunya adalah 

metode deep learning. Penelitian terdahulu seperti [8] 

dan [9] melakukan segmentasi citra Pap Smear yang 

lebih berfokus pada segmentasi bagian nuklues dan 

sitoplasma. Penelitian lainnya [10] yang lebih berfokus 

pada segmentasi bagian nukleus sel serviks pada citra 

Pap smear. Terdapat juga penelitian [11] yang lebih 

berfokus untuk melakukan segmentasi sel serviks dalam 

kondisi overlapping. Selain itu ketersediaan dataset 

yang sesuai merupakan sebuah kendala yang sering 

dijumpai dalam mengembangkan model berbasis 

Artificial Intelligence sehingga beberapa penelitian 

sebelumnya seperti [12], [13] menyiasati permasalahan 

ini dengan membuat dataset citra Pap Smear sintetis 
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untuk dapat mengembangkan sebuah model yang dapat 

melakukan proses segmentasi sel serviks dalam kondisi 

tumpang tindih, sehingga metode serupa akan 

digunakan pada penelitian iniuntuk menciptakan citra 

Pap Smear yang terdiri dari 2 sel yang saling tumpang 

tindih. 

U-Net merupakan model deep learning yang populer 

digunakan untuk melakukan segmentasi citra medis 

[14]. Salah satu alasan penggunaan model ini adalah 

karena tidak membutuhkan banyak dataset pada proses 

pelatihan model yang dikembangkan [15]. 

Beberapa penelitian terdahulu telah banyak yang 

melakukan kustomisasi pada bagian encoder model U-

Net untuk mendapatkan hasil yang lebih baik, 

diantaranya adalah [16], [17], [18] menggunakan 

lapisan yang ada pada VGG16 sebagai encoder pada U-

Net. Penelitian [19] menggunakan beberapa lapisan dari 

MobileNetV2 yang dijadikan lapisan encoder pada U-

Net untuk kasus polyp segmentation. 

Konstumasi lain seperti pada penelitian [20], [21] yang 

menggunakan lapisan pada model DenseNet untuk 

membangun lapisan encoder pada U-Net dengan tujuan 

untuk mendapatkan hasil segmentasi yang labih baik 

dibandingkan dengan menggunakan arsitektur encoder 

dasar dari U-Net. Penelitian lainnya [22] 

menggabungkan metode segmentasi berbasis deep 

learning dengan metode watershed untuk memberi 

warna yang berbeda pada area sel yang terlihat sama dan 

bergerombol setelah garis tepi setiap sel berhasil 

dideteksi melalui proses segmentasi dengan deep 

learning. Sehingga penelitian kami akan 

menggabungkan metode deep learning dengan metode 

watershed guna mendeteksi dan memisahkan 2 sel yang 

saling tumpang tindih pada citra Pap Smear dengan 

menggunakan dataset yang didapatkan dari 

RepoMedUNM. Contoh dari dataset RepoMedUNM 

dapat dilihat pada Gambar 1. 

 

Gambar 1. Sampel dataset RepoMedUNM Citra Normal Papsmear 

2. Metodologi Penelitian 

2.1 Dataset 

Repository medical image processing of UNM 

(RepomedUNM) adalah repository citra biomedical Pap 

smear yang dibuat oleh Universitas Nusa Mandiri. 

Repository ini menyediakan 6.168 dataset digital citra 

Pap smear dengan tujuan untuk menyediakan dataset 

publik yang dapat digunakan oleh para peneliti dalam 

mengembangkan metode skrining yang lebih efektif 

untuk deteksi dini kanker serviks secara otomatis 

dengan menggunakan bantuan teknologi komputer [23]. 

Metode pengambilan slide yang digunakan oleh ahli 

patologi terbagi menjadi 2 yaitu dengan metode tes 

ThinPrep  yang menghasilkan 3 kategori citra sel yaitu 

normal,koilocyt serta H-Sil dan metode tes non-

ThinPrep yang menghasilkan 2 kategori citra sel yaitu 

normal dan L-Sil [24]. 

2.2 Citra Sintetis 

Pembuatan citra sintetis yang dilakukan menggunakan 

dataset citra Pap smear RepomedUNM [23] dengan 

kondisi bergerombol ataupun tunggal. Pembuatan citra 

sintetis ini terinspirasi dari penelitian yang telah 

dilakukan [25] dengan menggunakan dataset The First 

Affiliated Hospital of Guangzhou University of Chinese 

Medicine serta penelitian [12] dengan menggunakan 

dataset ISBI 2014 [26]. Dataset citra yang digunakan 

pada penelitian ini menggunakan slide Pap smear dalam 

kondisi normal dan koilocyt. Dengan menggunakan 

software pengolah citra maka objek sel yang saling 

bergabung dengan sel lain pada sebuah slide Pap smear 

diseleksi untuk kemudian diambil dan dilakukan 

penggabungan dengan objek sel yang lain. Hasil dari 

penggabungan ini akan membentuk 2 sel yang saling 

tumpang tindih dalam 1 citra dengan ukuran 512 x 512 

piksel. Selain pembuatan citra sintetis, maka dilakukan 

juga pembuatan citra label dalam bentuk tumpang tindih 

yang berfungsi sebagai label ketika proses training 

dilakukan dengan menggunakan U-Net.  

2.3 U-Net. 

U-Net merupakan metode segmentasi semantic maka 

citra label yang dibuat harus memiliki warna dengan 

nilai piksel yang konsisten untuk mewakili setiap area 

pada citra. Nilai piksel yang digunakan terdiri dari 3 

warna yaitu hitam rgb(0,0,0) untuk mewakili area latar 

belakang, abu-abu rgb(127,127,127) untuk mewakili 

area tepi pada sel, serta warna putih rgb(255,255,255) 

untuk mewakili area sel [27][28]. Verifikasi pada hasil 

pemisahan sel digunakan citra label sel tunggal dengan 

warna hitam rgb(0,0,0) untuk mewakili area latar 

belakang dan warna putih rgb(255,255,255) untuk 

mewakili area sel. 

Segmentasi tahap awal bertujuan untuk mendeteksi area 

latar belakang, area garis tepi dan area sel pada citra. 

Hasil keluaran dari proses ini berupa fiturmap yang 

selanjutnya dapat diolah lagi dengan metode Watershed 

untuk memberi warna yang berbeda pada setiap area 

yang berhasil dideteksi oleh U-Net, penggunaan model 

transfer learning memiliki tujuan agar model yang 

dikembangkan memiliki pengetahuan yang lebih baik 

karena terdapat proses transfer pengetahuan dari model 

pretrain yang digunakan [29]. Penelitian ini 

mengujicoba 3 model transfer learning sebagai encoder 

U-Net yaitu VGG16, DenseNet121 dan MobileNetV2. 

Meskipun pada bagian encoder yang digunakan 
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menggunakan model transfer learning namun secara 

garis besar cara kerja yang dilakukan tetap sama, yaitu 

pada setiap lapisan convolution di bagian encoder akan 

melakukan proses pooling yang kemudian dilanjutkan 

dengan proses up sampling pada bagian decoder hingga 

menghasilkan keluaran citra segmentasi pada bagian 

akhir lapisannya. 

2.3.1 VGG-UNet 

Desain model U-Net dengan menggunakan 4 lapisan 

pada VGG16 sebagai encoder yaitu block1_conv2, 

block2_conv2, block3_conv2 dan block4_conv3 serta 

block5_conv3 untuk digunakan pada bagian bridge 

sehingga jumlah lapisan yang digunakan adalah 5. Salah 

satu karakteristik dari VGG16 adalah penggunaan 

maxpooling pada setiap block yang dimiliki [30]. 

Struktur model ini secara ringkas ditunjukkan pada 

Gambar 2. 

 
Gambar 2. Desain VGG-UNet 

2.3.2 Dense-UNet 

Desain U-Net dengan DenseNet121 menggunakan 4 

lapisan DenseNet yaitu input_1, conv_1/relu, 

pool2_relu dan pool3_relu dan 1 block yaitu pool4_relu 

untuk mengisi bagian bridge. Salah satu karakteristik 

dari DenseNet121 adalah penggunakan average pooling 

pada setiap dense block yang dimiliki, ketika proses 

penggabungan setiap lapisan menerima feature map dari 

semua lapisan sebelumnya hingga jaringannya menjadi 

lebih kecil dan tipis [18]. Setalah beberapa block dense 

yang ada digunakan sebagai encoder U-Net maka 

struktur model ini secara ringkas dapat dilihat pada 

Gambar 3. 

 

Gambar 3. Desain Dense-UNet 

2.3.3 Mobile-UNet 

Desain U-Net dengan menggunakan 4 lapisan 

MobileNetV2 sebagai encoder yaitu input_1, 

block_1_expand_relu, block_3_expand_relu dan 

block_6_expand_relu dan 1 block 

block_13_expand_relu sebagai bridge pada struktur U-

Net yang dibangun. Sehingga struktur model ini secara 

ringkas dapat dilihat pada Gambar 4.  

 

Gambar 4. Desain Mobile-UNet 

2.4 Segmentasi Watershed 

Setelah segmentasi tahap pertama berhasil dilakukan 

dengan menggunakan U-Net maka tahap selanjutnya 

adalah segmentasi dengan menggunakan watershed. 

Hal ini dilakukan untuk memberikan warna yang 

berbeda pada setiap area yang berhasil dideteksi pada 

segmentasi tahap pertama. Konsep ini 

merepresentasikan sebuah objek sebagai sebuah 
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punggung bukit dan lembah, nilai elevasi lankap 

biasanya ditentukan oleh nilai abu-abu dari masing-

masing piksel atau besaran gradiennya. Nilai intensitas 

tinggi menunjukkan sebuah bukit sedangkan intensitas 

yang rendah menunjukkan sebuah lembah sehingga 

Metode ini akan membagi wilayah-wilayah berdasarkan 

minima wilayahnya [31]. Penggabungan metode 

watershed dengan metode segmentasi berbasis deep 

learning pada penelitian ini terinspirasi dari penelitian 

yang dilakukan oleh W. Wang [22] yang menggunakan 

metode ini untuk memberi warna yang berbeda pada 

setiap sel setelah proses fitur map didapatkan dari 

segmentasi menggunakan Metode Deep Learning.  

Proses dengan metode Watershed melakukan setiap 

area yang ada pada sel dapat diberi warna yang berbeda 

sehingga dapat lebih mudah untuk dipisahkan. Hasil 

segmentasi dengan menggunakan metode watershed 

ditampilkan pada Gambar 5. Setelah area pada citra 

berhasil dipisahkan maka hasil segmentasi citra tunggal 

bisa didapatkan dengan melakukan penyeleksian nilai 

piksel citra dan kemudian dihitung keberhasilan 

pemisahannya dengan menggunakan IoU.  

 

Gambar 5. Hasil Pemberian dengan 3 Warna 

2.5 Evaluasi Hasil 

Untuk mengevaluasi hasil segmentasi dengan 

menggunakan U-Net digunakan 2 metrik yaitu 

Intersection over Union (IoU) pada Persamaan (1).  IoU 

digunakan untuk membandingkan kesamaan antara 2 

bentuk data. IoU mengkodekan properti bentuk dari 

objek yang dibandingkan seperti lebar, tinggi dan posisi 

kedalam sebuah properti wilayah [32], [33]. 

𝐼𝑜𝑈 =
|𝐴∩𝐵|

|𝐴∪𝐵|
     (1) 

3. Hasil dan Pembahasan 

Penelitian ini telah menghasilkan sebanyak 420 dataset 

citra sintetis dalam bentuk 2 sel tumpang tindih beserta 

dengan citra label dalam bentuk  tumpang tindih, dataset 

yang ada kemudian diaugmentasi dengan membalikkan 

citra ke arah kanan dan bawah untuk menambah variasi 

citra yang dapat dipelajari oleh model segmentasi yang 

dibangun [34] sehingga dataset yang dimiliki bertambah 

jumlahnya menjadi 1.260 citra. Dataset citra input dan 

label dalam bentuk tumpang tindih diubah resolusinya 

menjadi 256 x 256 untuk mengurangi beban komputasi 

ketika proses training dilakukan. Skenarion yang 

digunakan pada setiap desain U-Net yang telah 

dibangun adalah penggunaan epoch sebanyak 50, 

dengan hyperparameter optimizer Adam, learning_rate 

0.0005, beta_1 0.9, beta_2 0.999, epsilon 1e-07 dan 

ukuran batchsize 8 dengan komposisi 80% (1008 citra) 

data training dan 20% (252 citra) data testing. Salah satu 

citra uji disajikan pada Gambar 6 dan Gambar 7. 

 

(a) 

 
(b) 

Gambar 6. Hasil Pembuatan Citra Tumpang Tindih, (a) Sintetis, (b) 

Citra Label  

 

(a) 
 

(b) 

Gambar 7. Hasil Citra Label Tunggal, (a) Sel 1, (b). Sel 2 

Akurasi terhadap ketiga model U-Net yang digunakan 

disajikan pada Tabel 1. 

Tabel 1. Hasil Akurasi Pengujian 

Model  IoU 

VGG-UNet 0,9061 
Dense-UNet 0,9014 

Mobile-UNet 0,8934 

Rata-rata 0.9003 

Dengan akurasi yang didapatkan dari ketiga model 

arsitektur U-Net maka dipilih segmentasi VGG-UNet 

dengan 252 citra testing yang digunakan pada proses 

segmentasi selanjutnya oleh Metode Watershed untuk 

mendapatkan sel hasil pemisahan. Citra hasil pemisahan 

yang disajikan pada artikel disajikan secara lengkap 

hingga hasil overlay dapat dilihat pada Tabel 2. 
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Tabel 2. Hasil Pemisahan dan Overlay Citra Sel Papsmear 

Kondisi Awal Hasil Proses 

  
Citra asli Pemisahan 1 

    
Citra asli Pemisahan 2 

   
Citra asli Overlay1 

  
Citra asli Overlay2 

  

4. Kesimpulan 

Penelitian ini berhasil mengusulkan sebuah metode 

yang dapat memisahkan 2 objek sel tumpang tindih 

pada citra Pap Smear. Hasil eksperimen yang dilakukan 

menujukkan bahwa VGG-UNet mampu mengungguli 

Dense-UNet dan juga Mobile-UNet untuk kasus 

multiclass segmentation sel serviks pada citra Pap 

Smear dengan skor rata-rata IoU sebesar 0,9061. 

Metode Watershed yang dipadukan dengan metode U-

Net terbukti mampu memisahkan setiap area yang ada 

pada citra dengan memberi penanda berupa warna yang 

berbeda untuk bagian latar belakang, sel dan juga area 

tumpang tindih sel serviks. Sehingga penelitian ini 

dapat dijadikan rujukan dalam pemisahan objek sel 

umpang tindih Kanker Serviks.  
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